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Ö  N  E  Ç  I  K  A  N  L  A  R  
• Ayrık dalgacık dönüşümü ile istatistiksel öznitelik oluşturma 
• Tek kural algoritması ile yüksek enformasyon veren özniteliklerin seçilmesi 
• Yapay öğrenme yöntemleri ile nöro-dejeneratif hastalıkların sınıflandırılması 
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 Bu çalışma da yere uygulanan kuvvet sinyalleri kullanılarak Amyotrofik lateral skleroz (ALS), Huntington 
hastalığı (HD) ve Parkinson hastalığı (PD) gibi nöro dejeneratif hastalıkların (NDD) sınıflandırılmasında 
kullanılabileceği önerilmektedir. Deneyler 16 kontrol bireyi (CO), 13 ALS, 20 HD ve 15 PD’ye ait veriler 
kullanılarak gerçekleştirildi. İlk olarak kuvvet sinyalleri, Discrete Meyer (dmey) dalgacığı kullanılarak 
yedinci seviyeye kadar ayrıştırıldı. Yeni oluşan sinyallerden yedinci seviyedeki yaklaşım sinyali seçildi. Bu 
sinyal üzerinde tepe (peak) analizi gerçekleştirilerek sinyalin lokal maksimumları, tepe’nin x ekseni 
değerleri, tepe genişliği ve tepe çıkıntıları elde edildi. Daha sonra bu dört tepe özelliğinin her birinden 15 
adet temel istatistiksel öznitelik elde edildi. Böylelikle sol ayak için 60 ve sağ ayak için 60 olmak üzere 
toplamda 120 öznitelik elde edildi. Daha sonra OneRules sınıflandırıcı kullanılarak bu öznitelikler 
içerisinden en çok enformasyon veren öznitelikler seçildi. Bir sonraki aşamada ise Radyal Tabanlı Fonksiyon 
Ağı (RBFNetwork), Adaptif Yükseltme (Adaboost) ve Eklemeli Lojistik Regresyon (LogitBoost) 
algoritmaları kullanılarak ALS-CO için %93,1 doğruluk, HD-CO için %97,22 doğruluk, PD-CO için %83,87 
doğruluk ve NDD-CO için %92,18 doğruluk elde edildi. 
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Diagnosis of neuro degenerative diseases using machine learning methods and wavelet 
transform 
 
H  I  G  H  L  I  G  H  T  S  
• Generating statistical features with discrete wavelet transform 
• Selecting features with high information using oner algorithm 
• Classification of neuro-degenerative diseases using machine learning methods 
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 This study suggests that the force signals applied to the ground may be used to classify neuro‑degenerative 
diseases (NDD) such as Amyotrophic lateral sclerosis (ALS), Huntington's disease  (HD) and Parkinson's 
disease (PD). The experiments were performed using data with 16 control subjects (CO), 13 ALS, 20 HD 
and 15 PD. Firstly, the force signals were separated up to level‑7 using Discrete Meyer (dmey) wavelet. 
Among the new signals, the approach signal at the seventh level was selected. The local maximums of the 
peaks, peak locations, peak widths and peak prominences were obtained by performing peak analysis on this 
signal. Then, 15 basic statistical features from each of these four peak features were obtained. Thus, 60 for 
each of left and right foot, 120 features were obtained. Among these 120 features, the ones giving the highest 
information were selected using OneRules classifier. Respectively, 93.1%, 97.22%, 83.87% and 92.18% 
accuracy was obtained on ALS‑CO, HD‑CO, PD‑CO and NDD‑CO datasets using Radial Basis Function 
Network (RBFNetwork), Adaptive Boosting (Adaboost) and Additive Logistic Regression (LogitBoost) 
algorithms. 
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1. GİRİŞ (INTRODUCTION) 
 
Nörodejenerasyon nöronların ölümü de dahil, nöronların 
yapı ve işlev kaybını ifade eden genel bir ifadedir. 
Amyotrofik lateral skleroz (ALS), Parkinson hastalığı (PD), 
Alzheimer (AD) ve Huntington hastalığı (HD) gibi birçok 
nöro-dejeneratif hastalık nöro-dejeneratif süreçlerin bir 
sonucu olarak ortaya çıkar. Nöro-dejeneratif hastalıklar 
tedavi edilemez ve bu ilerleyen bozulma sinir hücrelerinin 
ölümüne neden olmaktadır [1]. ALS, HD ve PD’de ortak 
belirti hastalığın kendisini ilk aşamada fiziksel olarak 
göstermesidir. Fiziksel bozuklukların kendisini gösterdiği 
süreçlerden biri de yürüme eylemidir. Modern yürüme 
analizi; normal ve patolojik yürüyüşü inceleyebilmemiz için 
eklem ve kasların fonksiyonlarını sayısal veriye dönüştürür 
[2]. Yürüme, kendi kendini tekrar eden hareketlerden oluşur. 
Bu hareketler, bir yürüyüş döngüsü olarak tanımlanır [3]. 
Aslında yürüme, beyinde başlar. Bu nedenle yürüme 
sorunlarında değerlendirme, beyinden medulla spinalise, 
oradan da kas ve eklemlere doğru olmalıdır [4].  
 
Alt ekstremite hareketinin her sekansı (yürüme siklusu) bir 
ağırlık taşıyıcı periyot ve bir self-ilerleme intervali içerir. 
Normal yürüme siklusu süresinin %60'ı duruşta, %40'ı 
sallanmada harcanır. Bu intervallerde harcanan süre yürüme 
hızına bağlı olarak değişir. Ayrıca bireyler arası farklılıklar 
da vardır [5]. Newton'un üçüncü kanununa (etkiye karşı zıt 
yönde tepki) göre ayaktaki bir insanın yerde oluşturduğu 
ağırlık kuvvet vektörüne; büyüklüğü aynı, yönü ters bir 
kuvvet ile karşılık verir. Buna Yer Tepkime Kuvvet Vektörü 
(YTKV) denir. Yürürken YTKV, vücut ağırlığı ve hareketi 
sağlayan kas kuvvetlerinin bileşkesine karşı oluşur ve 
yürüme eylemi boyunca yönü ve büyüklüğü sürekli 
değişir [6]. 
 
Bu makale aşağıda sıralanan bölümlerden oluşmaktadır: 2. 
Bölümde nöro-dejeneratif hastalıkların önceden tanısı ile 
ilgili yapılmış çalışmalara yer verildi. 3. Bölümde 
sınıflandırma aşamasında kullanılan verilerin nasıl elde 
edildiği belirtildi. 4. Bölümde yürüme kuvvet sinyallerinin 
ayrıştırılmasında kullanılan sinyal işleme yöntemi olan 
dalgacık dönüşümü açıklandı. 5. Bölümde eğitim verilerinin 
sınıflandırılmasında kullanılan yapay öğrenme algoritmaları 
açıklandı. 6. Bölümde nöro-dejeneratif hastalıkların 
sınıflandırılması sonucunda ortaya çıkan sonuçların 
değerlendirilmesi için kullanılan istatistiki kriterler ve deney 
yöntemleri tanıtıldı. 7. Bölümde eğitim kümesinin 
hazırlanma süreci açıklandı. 8. Bölümde deney sonuçlarına 
ve değerlendirmelere yer verildi. Son olarak 9. Bölümde de 
sonuçlara yer verildi. 
 
2. İLİŞKİLİ ÇALIŞMALAR (RELATED WORKS) 
 
Nöro-dejeneratif hastalıkların (ALS, HD, PD) türünün erken 
belirlenmesi hastalığın ilerlemesini geciktirmek açısından 
önemlidir. Bunun yanı sıra bazı nöro-dejeneratif 
hastalıklarda teşhisin erken konması tedavinin seyrini 
değiştirmektedir [7]. Bu durum Bronstein vd. [8] tarafından 

yapılan PD çalışmalarında, Frank ve Jankovic [9] tarafından 
yapılan HD çalışmalarında ve son olarak Russell ve Harrison 
[10] tarafından yapılan ALS hastalığı çalışmalarında 
belirtilmektedir. Bu nedenle erken teşhisin ve yüksek oranda 
doğruluk veren bir sınıflandırma yönteminin geliştirilmesi 
önemli olmaktadır. Nöro-dejeneratif hastalıkların teşhisi ve 
sınıflandırılmasına dair fikir veren birçok makale 
yayınlanmıştır. Han ve grubu tarafından yapılan çalışmada 
Parkinson hastalarının yürüyüşünü güvenli bir şekilde analiz 
etmek için yeni bir yürüme faz ayırıcı metot, yürüme 
boyunca açının üç eksenli ivmesini analiz etmek üzere 
geliştirilmiştir. Bu çalışmada yürüme fazlarını ayıran 
karakteristik tepeler yani hızlanma ve yavaşlama esnasındaki 
maksimum noktalar kullanılarak sınıflandırma doğruluğu 
%97,6 ve %99,4 olarak elde edilmiştir [11]. Dutta ve gurubu 
tarafından yapılan çalışmada Elman'ın yinelemeli sinir 
ağı (ERNN) sağlıklı ve patolojik yürüyüşün (ALS, PD, HD) 
otomatik saptanması için kullanılmış ve ilgili yürüme 
örüntülerinden patolojik yürümelerdeki nörolojik 
bozuklukların teşhisi gerçekleştirilmiştir.  
 
Sağlıklı ve patolojik yürüyüşün sınıflandırma doğruluğu 
%90,6 olarak elde edilmiştir. ALS, PD ve HD gruplarının 
sınıflandırma doğruluğu ise %89,8 olarak elde edilmiştir 
[12]. Wu ve Krishnan [13] tarafından yapılan çalışmada 16 
sağlıklı birey ve 13 ALS'li bireyden kaydedilen 
salınım-aralığı verileri kullanılarak zaman serisi 
dalgalanmalarını ölçmek için sinyal dönüş sayısı metodu 
kullanılmıştır. Bu çalışmadaki sınıflandırma doğruluğu 
%89,66 olarak elde edilmiştir. Wu ve Krishnan [14] 
tarafından yapılan çalışmada Parkinson hastalarının yürüme 
değişimlerini değerlendirmek için yürümenin iki alt fazı 
(salınım ve durma) ve adım aralığı parametre olarak seçilmiş 
ve bu parametrelerin olasılık yoğunluk fonksiyonunu 
kestirmek için parametrik olmayan Parzen-window metodu 
kullanılmıştır. Bu çalışmadaki sınıflandırma doğruluğu 
%90,32 olarak elde edilmiştir. Banaie ve grubu [15] 
tarafından yapılan çalışmada, yürüme sinyallerinden 
çıkarılan öznitelikler kullanılarak hareket edebilen hastaları 
(ALS, HD, PD) sınıflandırmak için kuadratik Bayes normal 
sınıflandırıcı kullanılarak yeni otomatik bir yaklaşım 
geliştirilmiştir. Bu çalışmadaki sınıflandırma doğruluğunun 
ortalama sonucu %86,96 olarak elde edilmiştir. Manap ve 
grubu [16] tarafından yapılan çalışmanın amacı normal 
yürüme boyunca Parkinson hastalarındaki anormal yürüme 
örüntülerini tanımlamakta kullanılan parametreleri 
incelemektir. Bu çalışmadaki sınıflandırma doğruluğunun 
sonucu en yüksek %95,63 olarak elde edilmiştir. Daliri [17] 
tarafından yapılan çalışmada, yürüme dinamiklerine dayalı 
nöro-dejeneratif hastalıkların (ALS, HD ve PD) teşhisi için 
bir yaklaşım önerilmiştir. Bu çalışmada ALS-CO için 
%96,79 doğruluk, PD-CO için %89,33 doğruluk ve HD-CO 
için %90,28 sınıflandırma doğruluğu elde edilmiştir. Lee ve 
Lim [18] tarafından yapılan çalışmada Parkinson hastalığını 
sınıflandırmak için yürüme karakteristikleri kullanılarak 
Wavelet tabanlı öznitelik çıkarma işlemi gerçekleştirilmiştir. 
Bu çalışmadaki sınıflandırma doğruluğu en yüksek %77,33 
olarak elde edilmiştir. Xia ve grubu [19] tarafından yapılan 
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çalışmada nöro-dejeneratif hastalıkların (ALS, Huntington 
ve Parkinson) ve normal deneklerin sınıflandırılması için 
Yapay Öğrenmeye dayalı bir sistem geliştirilmiştir. Bu 
çalışmada NDD-CO için %96,83 doğruluk, ALS-CO için 
%96,55 doğruluk, PD-CO için %100 doğruluk ve HD-CO 
için %100 sınıflandırma doğruluğu elde edilmiştir. Nair vd. 
[20] tarafından yapılan çalışmada PH’yi MSA’dan ayıran 
ayırıcı tanı için 3-T MR görüntüleme tekniği kullanılmıştır. 
Görüntülerin değerlendirilmesi ve bu verilerin etiketlenmesi 
iki bağımsız nöroradyolojist tarafından gerçekleştirilmiştir. 
Son olarak bir karar ağacı modeli oluşturularak PH’nın ve 
MSA’dan ayrılması sağlanmıştır. Ota vd. [21] tarafından 
yapılan çalışmada PH’nin, MSA-P ve MSA-C’den ayırıcı 
tanısı üzerine bir çalışma gerçekleştirilmiştir. Çalışmada 
bireylerden T1 ağırlıklı veriler ve Yayınımsal MRI verileri 
elde edilmiştir.  
 
Daha sonra sırasıyla Voxel-based morphometry (VBM) ve 
Tract-based spatial yöntemler kullanılarak veriler analiz 
edilmiştir. Drotár vd. tarafından yapılan çalışmada PD’li 
hastalarda ilk görülen özelliklerden olan el yazısının 
bozulmasının analiz edilmesi ile PD’li hastaların sağlıklı 
kontrol bireylerinden ayrılabileceği düşünülmüştür. PD’nin 
tespit edilmesinde el yazısının kinematiğindeki değişim 
kullanılmıştır. Bu açıdan öncelikle el yazısı özellikleri 
çıkarılmıştır. Özelliklerin çıkarılmasından sonra veri kümesi 
oluşturulmuş ve Destek Yöney Makinası (DYM) ile 
sınıfların birbirlerinden ayrılması sağlanmıştır [22]. 
Akdemir vd. [23] tarafından yapılan çalışmada bazı 
parkinsonizmler’in (PH, Multi Sistem Atrofi (MSA), 
Progresif Supranükleer Paralizi (PSP), Kortikobazal 
Dejenerasyon (KBD), Lewy cisimcikli demans (LCD) ve 
kontrol bireyleri) ayırıcı tanısı için Brain 18F-FDG PET 
görüntüleme kullanılmıştır. Görüntülerin analizi görsel 
olarak ve NeuroQ yazılımı kullanılarak gerçekleştirilmiştir. 
Lee vd. [24] tarafından yapılan çalışmada PD’nin PSP ve 
MSA’dan ayrılması için yürüme ve duruş özellikleri 
kullanılmıştır. Bunun için PD, PSP ve MSA hastalarının 
videoları analiz edilmiştir. Pilleri vd. [25] tarafından yapılan 
çalışmada PD ve MSA’nın ayırıcı bir tanısı için kalp atım 
hızı ve kan basıncının sirkadiyen ritim özellikleri 
kullanılmıştır. İki hastalık grubunun karşılaştırılmasında t-
testi ve ANCOVA testi yapılmıştır. Navarro-Otano vd. [26] 
tarafından yapılan çalışmada PD ve Vaskülar Parkinsonizm 
(VP) arasındaki ayırıcı tanı için 123I-meta-
iodobenzylguanidine (123I-MIBG) kalp alımı, koku tanıma 
ve 123I-FP-CIT SPECT analizleri yapılmıştır. Bu analizler 
sonucunda elde edilen verilerin değerlendirilmesinde 
istatistiksel testler kullanılmıştır. Salvatore vd. [27] 
tarafından yapılan çalışmada PD ve PSP arasındaki ayırıcı 
tanı için T1 ağırlıklı MRI verileri kullanılmıştır. Özellik 
seçiminde Temel Bileşen Analizi kullanılmıştır. Hastalık 
gruplarının sınıflandırılmasında ise DYM kullanılmıştır. 
Feng vd. [28] tarafından yapılan çalışmada PD ve MSA 
arasındaki ayırıcı tanı için 3.0T MRI verileri kullanılmıştır. 
Bu hastalık gruplarının karşılaştırılması için istatistiksel 
testler kullanılmıştır. Baudrexel vd. tarafından yapılan 
çalışmada PD, MSA ve PSP arasındaki ayırıcı tanı için 18-
Fluorodeoxyglucose Positron Emission Tomography (FDG-

PET) ve Difüzyon Ağırlıklı Görüntüleme (DAG) yöntemleri 
karşılaştırılmış ve kullanılmıştır. Bu hastalık gruplarının 
sınıflandırılmasında ANOVA ve ROC analizi kullanılmıştır 
[29]. Huertas-Fernández vd. tarafından yapılan çalışmada 
PH ve VP arasındaki ayırıcı tanı için [123I]FP-CIT SPECT 
yöntemi kullanılmıştır. Verilerin sınıflandırılmasında 
Lojistik Regresyon, Doğrusal Ayırıcı Analiz ve DYM 
kullanılmıştır [30]. Zanigni vd. [31] tarafından yapılan 
çalışmada PH ve diğer parkinsonyen sendromlar (MSA-C, 
MSA-P ve Richardson sendromu (PSP-RS)) arasındaki 
ayırıcı tanı için MR Proton Spektroskopi (1H-MRS) yöntemi 
kullanılmıştır. Diğer çalışmalardan farklı olarak bu 
çalışmada beyincik üzerine odaklanılmıştır. Çalışmada elde 
edilen verilerin analizinde istatistiksel analiz kullanılmıştır.  
 
Bradvica vd. [32] tarafından yapılan çalışmada PD ve 
Esansiyel Tremor (ET) arasındaki ayırıcı tanı için 
Transrakniyal Sonografi ve koku testi kullanılmıştır. Ayrıca 
Transrakniyal Sonografi sonuçları Dopamin Transporter 
Scan (DaTSCAN) sonuçları ile de karşılaştırılmış ve yüksek 
derecede uyumluluk bulunmuştur. Verilerin analizi 
istatistiksel analiz kullanılarak yapılmıştır. Vranová vd. [33] 
tarafından yapılan çalışmada nörodejeneratif hastalıkların 
(PD, LCD, Alzheimer hastalığı, MSA, PSP) ayırıcı tanısı 
için Clusterin proteininin beyin omirilik sıvısındaki seviyesi 
kullanılmıştır. Verilerin karşılaştırılmasında istatistiksel 
analiz kullanılmıştır. Drotár vd. [34] tarafından yapılan 
çalışmada PD’yi normal bireylerden ayıran ayırıcı bir tanı 
sistemi için el yazısının kinematik ve basınç özellikleri 
kullanılmıştır. Bu özelliklerden elde edilen verilerin 
sınıflandırılmasında k-en yakın komşuluk algoritması, 
AdaBoost ve DYM kullanılmıştır. Aydın ve Aslan tarafından 
yapılan çalışmada yere uygulanan kuvvet sinyalleri 
kullanılarak nöro-dejeneratif hastalıkların (ALS, HD, PD) 
teşhisi ve sınıflandırılması gerçekleştirilmiştir. 
Sınıflandırmada beş Yapay Öğrenme algoritması (A2DE, 
K*, Multilayer Perceptron, DECORATE, Random Forest) 
10-katlı çapraz doğrulama yöntemi kullanılarak 
karşılaştırılmıştır. Öznitelik çıkarımı için ise Temel Bileşen 
Analizi yöntemi kullanılmıştır [35]. Bu makalede diğer 
çalışmalardan farklı olarak özellik oluşturmak için tepe 
analizine dayalı tanımlayıcı veri özetleme yöntemi 
kullanıldı. Ayrıca bu çalışmada öznitelik seçimi için ilk defa 
One Rules (OneR) algoritması kullanıldı. Böylelikle 
sınıflandırma sırasında en fazla bilgi veren özniteliklerin 
seçilmesi gerçekleştirildi. Sınıflama işlemi boyunca en iyi 
doğruluk oranını veren algoritmalar ise RBFNetwork, 
AdaBoost ve LogitBoost olarak belirlendi. 
 
3. VERİ TOPLAMA (DATA COLLECTION) 
 
Bu araştırma çalışmasında kullanılan veriler Hausdorff ve 
diğerlerinin, 64 deneğin (15 denek PD, 20 denek HD, 13 
denek ALS ve 16 denek de sağlıklı birey) sağ ve sol 
ayaklarından elde ettikleri işlenmemiş kuvvet verileri olup 
PhysioNET veritabanından [36] alınmışlardır. Bu yürüme 
işaretleri deneklerden 300 Hz de örneklenmiş olup her denek 
için 5'er dakikalık verilerdir. Bu verilerin elde edilmesinde 
kullanılan düzenek Hausdorff vd. [37] tarafından 
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geliştirilmiştir . Bu araştırmada kullanılan yürüme analizi 3D 
Yürüme Analizi (3D Gait Analysis)'nin ölçümlerinden biri 
olan kinetik analizdir. Kinetik analizde ölçülebilen veri 
YTKV'dir. YTKV, vücudun yere uyguladığı bileşke kuvveti 
ölçen ve basınca duyarlı plakalardan oluşan kuvvet 
platformu ile ölçülür. 
 
4. DALGACIK DÖNÜŞÜMÜ (WAVELET TRANSFORM) 
 
Dalgacık dönüşümü, gürültü temizleme ve sıkıştırma gibi 
sinyal işleme uygulamalarında başarılı sonuçlar veren bir 
sinyal dönüşüm tekniğidir [38]. Wavelet dönüşümünün 
taban fonksiyonlarına dalgacık denilmekte olup, dalgacıklar 
bir ölçek ve dalgacık işlevi ile tanımlanmaktadır. Dalgacık 
dönüşümü, Fourier dönüşümünün durağan olmayan sinyaller 
üzerindeki eksikliklerini gidermek için geliştirilmiş bir 
dönüşüm yöntemidir [39]. Bu yöntem; düşük frekanslardaki 
sinyaller için geniş, yüksek frekanslardaki sinyaller için dar 
olacak şekilde değişebilen pencere boyutlarına sahip 
olduğundan bütün frekans aralıklarında uygun zaman-
frekans çözünürlüğü sağlamaktadır.  
 
Bu durum Proch´azka [40] ve Morlet’in [41] çalışmalarında 
gösterilmiştir. Dalgacık dönüşümünde, Fourier 
dönüşümünde kullanılan sinüzoidal fonksiyonlar değil de 
dalgacık fonksiyonları kullanıldığından keskin 
süreksizlikleri içeren sinyaller için uygun olmaktadır. Bu 
durum Mallat [42] ve Miner’in [43] çalışmalarında 
gösterilmiştir. Dalgacık dönüşümü sinyalin tüm frekans-
zaman bilgisini korur. Bu sebepledir ki durağan olmayan 
sinyallerin işlenmesi geleneksel metotlardan daha iyi sonuç 
sağlar. Dalgacığın en önemli avantajlarından biri, büyük 
sinyallerin yerel analizine imkan sağlamasıdır. Ayrıca 
süreksiz sinüzoidal bir sinyalin Fourier dönüşümünde, 
sinyalin uç noktalarında tepe değerleri oluşurken Dalgacık 
dönüşümü ile süreksizlik civarındaki değişim de gerçek 
zamanlı olarak gözlemlenebilmektedir [44]. Sürekli dalgacık 
dönüşümünün formülü Eş. 1’de gösterilmektedir. Bu 
eşitlikte f(t) sinyal ya da fonksiyon, a ölçekleme parametresi, 
Ψ(t) ifadesi temel dalgacık ve τ ise zaman ekseni boyunca 
dalgacık fonksiyonunun dönüşümüdür [45]. 
 
𝑇𝑇(𝑎𝑎, 𝜏𝜏) = 1

√𝑎𝑎
∫ 𝑓𝑓(𝑡𝑡)Ψ�𝑡𝑡−𝜏𝜏

𝑎𝑎
� 𝑑𝑑𝑡𝑡∞

−∞  (1) 
 
5. YAPAY ÖĞRENME (MACHINE LEARNING) 
 
Yapay Öğrenme bir dizi örnekten bir görev öğrenen 
mantıksal ya da ikili operasyonlara dayalı otomatik 
hesaplama yordamlarını kapsayan bir çalışma alanıdır [46]. 
Yapay Öğrenme bu açıdan yapay zeka ile ilgili görevleri 
yerine getiren sistemlerdeki değişimle ilgilenir [47]. Bu 
nedenle yapay zekanın bir dalıdır. Bilgi keşfi esnasında 
Yapay Öğrenme, bilgi keşfi sürecindeki adımlardan biri olan 
çıkarımsal algoritmaların uygulanmasını gerçekleştirmek 
için çok yaygın bir şekilde kullanılır [48]. Çıkarımsal Yapay 
Öğrenme algoritmaları etiketli veriden yani bilinen bir çıkışa 
sahip veriden örüntüleri öğrenebilir [49]. Yapay öğrenme 
alanında, tüm gerçek dünya problemlerine ait eğitim verileri 

üzerinde iyi bir öğrenme sağlayan tek bir öğrenme 
algoritması yoktur. Bundan dolayı algoritma seçimi deneysel 
yolla yapılır [50]. Aynı zamanda sınıflandırıcıların eğitim 
verisi üzerinde oluşturdukları model eğitim verisine göre 
değişmektedir. Bu durum en iyi modelin seçimini gündeme 
getirmektedir. Ayrıca en iyi öğrenme algoritmasının 
olmadığını, her algoritmanın çok başarılı olduğu veriler 
olduğu gibi çok başarısız olduğu veriler de vardır. Bu durum 
“no free lunch” teoremi [51] olarak bilinmektedir. “no free 
lunch” teoremi Wolpert tarafından diğer optimizasyon 
algoritmalarına da uyarlanmıştır [52]. Bu çalışmadaki 
sınıflandırma problemi WEKA içerisinde yer alan 
algoritmalar kullanılarak çözülmüştür. WEKA ile verileri 
işleyebilir, işlenmiş verilerin sonuçlarını analiz edebilir ve 
hiç kod yazmadan WEKA‘nın işlevselliğinden 
yararlanabiliriz [53]. Bu çalışmadaki sınıflandırma 
probleminde kullanılan algoritmalar aşağıda tanıtılmaktadır. 
 
5.1. Radyal Tabanlı Fonksiyon Ağı  
(Radial Basis Function Network) 
 
Radyal tabanlı fonksiyon ağı (RBFNetwork), aktivasyon 
fonksiyonu olarak radyal tabanlı fonksiyonlar kullanan bir 
yapay sinir ağıdır. RBFNetwork kavramsal açıdan kNN 
(k-en yakın komşuluk algoritması) ve k-Means 
algoritmalarına benzemektedir. RBFNetwork 
sınıflandırıcısında temel düşünce, bir test verisinin eğitim 
kümesi içerisindeki diğer verilere olan uzaklığını 
hesaplamaktır. Bu yönü ile kNN sınıflandırıcıya 
benzemektedir. RBFNetwork tipik olarak üç katmandan 
oluşmaktadır. Bunlar: giriş katmanı, gizli katman ve çıkış 
katmanıdır. Gizli katman non-linear aktivasyon 
fonksiyonunu içermektedir. Çıkış katmanı ise doğrusal bir 
yapıdadır. RBFNetwork sınıflandırıcı ileri beslemeli bir 
yapıya sahiptir. RBFNetwork kaotik zaman serileri 
modellemede Moody [54] ve Casdagli [55] tarafından 
kullanılmış ve başarılı sonuçlar vermiştir.  
 
Ayrıca RBFNetwork algoritması Broomhead [56] ve 
Matej [57] tarafından interpolasyon uygulamaları için 
kullanılmış ve başarılı sonuçlar vermiştir. RBFNetwork 
sınıflandırıcı da eğitim ve öğrenme aşaması çok hızlıdır. 
Ayrıca RBFNetwork’ün performansını radyal tabanlı 
fonksiyonun merkez lokasyonu etkilemektedir [58]. 
Weka’da yer alan RBFNetwork, aktivasyon fonksiyonu 
olarak normalize edilmiş Gauss radyal tabanlı fonksiyonu 
kullanır. Gauss radyal tabanlı aktivasyon fonksiyonu Eş. 2 
de gösterilmektedir.  
 
𝜙𝜙(𝑋𝑋) = 𝑒𝑒𝑒𝑒𝑒𝑒 �− 𝑋𝑋2

2𝜎𝜎2
� (2) 

 
Bu eşitlikte; X ifadesi giriş yöneyini tanımlarken, σ ifadesi 
giriş yöneylerinin standart sapmasını belirtmektedir. Ayrıca 
diğer temel fonksiyonlar için k-Means kümeleme 
algoritmasını kullanmaktadır. Öğrenme esnasında, ayrık 
sınıf problemleri için lojistik regresyon’u kullanırken, 
nümerik sınıf problemleri için doğrusal regresyon’u kullanır. 
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5.2. Adaptif Yükseltme (Adaptive Boosting) 
 
Adaptif Yükseltme (AdaBoost) algoritması bir meta 
öğrenme algoritması ve aynı zamanda bir boosting 
algoritmasıdır. Bu tür algoritmalar bir yapay öğrenme 
yöntemi olan topluluk öğrenme yöntemini (ensemble 
method) kullanırlar. Bu yöntemdeki amaç, güçsüz olan her 
bir öğrenicinin bir araya getirilerek daha iyi bir öğrenicinin 
oluşturulmasıdır. AdaBoost algoritması şu şekilde 
çalışmaktadır: Algoritma, X uzayından çekilen xi’leri ve bu 
xi’lerle ilişkilendirilen Y etiket uzayının bir elemanı olan yi 
ikililerinin kümesi olan ve m örnekten oluşan bir S = {(x1, 
y1), (x2, y2), …, (xm, ym)} eğitim kümesini giriş olarak alır. 
Bunun yanısıra AdaBoost algoritması zayıf öğrenici olarak 
kendisine bir öğrenici seçer. Bu öğrenici t defa çalıştırılır. 
Zayıf öğrenici ilk defa çalışırken S eğitim kümesinin tüm 
örneklerinin ağırlığını eşit olarak alır. Örneklerin ağırlıkları, 
zayıf öğrenicinin her çalışmasında güncellenir. Bu 
güncelleme işlemi zayıf öğrenicinin oluşturmuş olduğu 
hipotezlerin yapmış olduğu yanlış sınıflandırmalara göre 
yapılır. Yani bir önceki hipotezde yanlış olarak 
sınıflandırılan örneklerin ağırlıkları arttırılır ve bir sonraki 
hipotezin oluşturulması için gerekli olan eğitim kümesinde 
bu yanlış örneklerin yer alma olasılıkları arttırılır. Böylelikle 
bir eğitim kümesi içerisinde aynı örnekten birden fazla yer 
alabilmektedir. Sonuç olarak bu işlemlerin sonucunda t adet 
hipotez oluşturulmuş olur. Bu hipotezler daha sonrasında 
birleştirilerek tek bir hipotez elde edilir [59].  
 
5.3. Eklemeli Lojistik Regresyon (Additive Logistic Regression) 
 
Eklemeli Lojistik Regresyon (LogitBoost) algoritması bir 
başka boosting algoritmasıdır. Bu algoritma AdaBoost 
algoritmasının sorun yaşadığı çok gürültülü verilerden 
kaynaklı aşırı uygunluk (overfitting) problemini çözmek için 
geliştirilmiştir [60]. LogitBoost bu sorunu çözmek için 
eğitim hatasını doğrusal bir biçimde azaltmaktadır [61]. Bu 
yüzden daha iyi bir genelleme sağlamaktadır. Kısaca 
AdaBoost, Eş. 3 te görüldüğü gibi exponansiyel kaybı 
azaltırken, LogitBoost Eş. 4 te belirtilen lojistik kaybı 
azaltmaktadır. 
 
𝐽𝐽(𝐹𝐹) = 𝐸𝐸�𝑒𝑒−𝑦𝑦𝐹𝐹(𝑒𝑒)� (3) 
 
𝐽𝐽(𝐹𝐹) = 𝐸𝐸�− log�1 + 𝑒𝑒𝑦𝑦𝐹𝐹(𝑒𝑒)�� (4) 
 
Sonuç olarak LogitBoost lojistik kayıp fonksiyonunu 
kullanarak aşırı uygunluk sorununa neden olan verilerin 
ağırlığını daha da arttırmaktadır [62]. Böylelikle AdaBoost 
algoritmasına göre aşırı uygunluk sorununun üstesinden 
daha iyi gelmektedir. 
 
5.4. Tek Kural (One Rule) 
 
Yapay Öğrenme sistemleri tarafından üretilen sınıflandırma 
kuralları iki kriter bakımından değerlendirilir. Bu kriterler: 
Bağımsız bir test verisi üzerinde onların sınıflandırma 
doğruluğu ve onların komplekslikleridir [63]. Bazı 
sınıflandırıcıların birçok veri kümesi üzerinde şaşırtıcı bir 

biçimde yüksek doğruluk verdiği görülmektedir. Rendell ve 
Seshu [64] tarafından yapılan çalışmada zor konseptlerin 
içsel bir doğruluğa sahip olduğu ancak geleneksel 
yöntemlerle öğrenilemeyeceği gösterilmiştir. Shavlik ve 
Mooney [65] tarafından yapılan çalışmada geri beslemeli bir 
sinir ağı, ID3 ve algılayıcı öğrenme algoritmalarının çeşitli 
veri kümeleri üzerinde başarılı sonuçlar verdiği 
gösterilmiştir. Buntine ve Niblett [66] tarafından yapılan 
çalışmada karar ağaçlarındaki ayırma kuralları değiştirilerek 
veri kümeleri üzerindeki başarım incelenmiştir. Clark ve 
Niblett [67] tarafından yapılan çalışmada yeni bir kural 
öğrenme algoritması geliştirilmiş ve çeşitli veri kümeleri 
üzerinde başarılı sonuçlar vermiştir. Ayrıca Mingers [68] 
karar ağaçları için beş budama yöntemi kullanarak çeşitli 
veri kümeleri üzerinde bunları karşılaştırmıştır. Sonuçta yeni 
geliştirilen ya da düzenlenen tüm bu öğrenme algoritmaları 
çeşitli veri kümeleri üzerinde başarım göstermektedir. 
Weka’da One Rules (OneR) sınıflandırıcı olarak 
isimlendirilen “1-rules” sınıflandırıcı veri kümeleri üzerinde 
çok basit kurallar bulmayı amaçlayan bir sınıflandırıcıdır. 
OneR sınıflandırıcı tek bir niteliğe dayalı bir nesneyi 
sınıflandıran kurallardan oluşur. Bu açıdan tek seviyeli bir 
karar ağacına benzemektedir. Bunun dışında OneR 
sınıflandırıcı çok kompleks hipotezler üreten 
sınıflandırıcılarla rekabet edebilecek tahminler 
yapabilmektedir [63]. Weka’da ise OneR sınıflandırıcı 
kuralları en düşük hata oranına göre değil en yüksek doğru 
örneğe göre oluşturur. Aynı zamanda hata oranı aynı 
olduğunda bir kuralı rastgele seçmez [69]. 
 
5.5 Sıfır Kural (Zero Rules) 
 
“0-rules” olarak bilinen sınıflandırıcı Weka’da ZeroR 
sınıflandırıcı olarak isimlendirilmektedir. Aynı zamanda 
çoğunluk sınıflandırıcı olarak da bilinmektedir. Temel 
sınıflandırıcı olarak kullanılır. Daha çok diğer 
sınıflandırıcıların performansını ölçmek için kullanılır. Yani 
diğer tüm sınıflandırıcıların doğruluk oranının ZeroR 
sınıflandırıcının üzerinde olması sınıflandırıcıların 
performans kriteri açısından çok önemlidir. ZeroR 
sınıflandırıcı şu şekilde çalışmaktadır: Eğitim verileri 
içerisinde frekansı en çok olan sınıf tüm veriler için çıkış 
değeri olarak kabul edilir. Böylelikle frekansı yüksek olan 
sınıf’ın oranı sınıflandırıcının doğruluk oranını verecektir. 
 
6. DENEYLERİN ANALİZİNDE KULLANILAN 
İSTATİSTİKSEL KRİTERLER  
(STATISTICAL CRITERIA USED FOR THE ANALYSIS OF 
EXPERIMENTS) 
 
Bir sınıflandırıcının, sınıflandırma işlemi sonunda ne kadar 
performanslı olduğunu değerlendirmek için çeşitli ölçütler 
kullanılmalıdır. Bu çalışmada da sınıflandırma işleminin 
başarımını değerlendirmek için kullanılacak ölçütler 
şunlardır: Kappa İstatistiği, F-Ölçütü değeri, Ortalama 
Karesel Hatanın Karekökü ve bias-varyans ikilemi'dir. 
Kappa değeri bir grup veri üzerinde tahmin edilen ve 
gözlenilen sınıflandırmalar arasındaki uyumu ölçmek için 
kullanılan bir araçtır [53]. Kappa değeri ilk olarak 
Cohen [70] tarafından ortaya konuldu [53]. Cohen’e göre 
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Kappa değeri, iki gözlemci arasındaki uyum derecesini 
ölçmek için kullanılan bir ölçüttür [70]. Kappa değeri Eş. 
5’te gösterilmektedir. P(a) sınıflandırıcının doğruluğunu 
olasılıksal olarak göstermektedir ve P(e) aynı veri kümesi 
üzerinde rastgele tahmin yapan sınıflandırıcının beklenilen 
doğruluğu yani yapılan tahminlerin olasılığının ağırlıklı 
ortalamasıdır. Cohen'in geliştirdiği Kappa değerine yapılan 
en önemli eleştiri bazen sezi ile beklenenden farklı sonuçlar 
üretmesidir [71]. Kappa değeri -1 ve 1 arasında değer 
almaktadır. -1 değeri tam bir uyumsuzluğu yani ters yönlü 
bir ilişki olduğunu gösterirken, 1 değeri ise mükemmel 
uyumu belirtmektedir. Kappa değeri 0,4 ve üzeri bir değerde 
ise şansın ötesinde bir uyumdan bahsedilir [72]. 
 
𝐾𝐾 =  𝑃𝑃(𝑎𝑎)−𝑃𝑃(𝑒𝑒)

1−𝑃𝑃(𝑒𝑒)
 (5) 

 
Eş. 9’da gösterilen F-Ölçütü değeri, Eş. 6 daki Kesinlik 
(precision) ve Eş. 7’deki Hassasiyet (recall) değerlerinin 
harmonik ortalaması alınarak hesaplanır. Kesinlik, pozitif 
olarak tahmin edilen örnekler içerisinden doğru olarak 
sınıflandırılan pozitiflerin oranı olarak ifade edilir. 
Hassasiyet ise gerçek sınıfı pozitif olan örnekler içerisinden 
doğru olarak sınıflandırılan pozitif örneklerin oranı olarak 
ifade edilir [73]. Eş. 8’de gösterilen Doğruluk Oranı 
(accuracy) ise tüm örnekler içerisinden doğru olarak 
sınıflandırılmış örnek sayısını vermektedir. İyi öğrenilen bir 
sınıf için F-ölçütü değeri genellikle 0,5 ve yukarısı olarak 
alınır.  
 
𝐾𝐾𝑒𝑒𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾 =  𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑃𝑃𝑃𝑃𝐾𝐾𝐾𝐾𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒

 𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑃𝑃𝑃𝑃𝐾𝐾𝐾𝐾𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒+𝐹𝐹𝑎𝑎𝐾𝐾𝐾𝐾𝑒𝑒 𝑃𝑃𝑃𝑃𝐾𝐾𝐾𝐾𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒 (6) 

 
𝐻𝐻𝑎𝑎𝐾𝐾𝐾𝐾𝑎𝑎𝐾𝐾𝐾𝐾𝑦𝑦𝑒𝑒𝑡𝑡 =   𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑃𝑃𝑃𝑃𝐾𝐾𝐾𝐾𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒

𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑃𝑃𝑃𝑃𝐾𝐾𝐾𝐾𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒+𝐹𝐹𝑎𝑎𝐾𝐾𝐾𝐾𝑒𝑒 𝑁𝑁𝑒𝑒𝑁𝑁𝑎𝑎𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒 (7) 
 
𝐷𝐷𝑃𝑃ğ𝑇𝑇𝑇𝑇𝐾𝐾𝑇𝑇𝐾𝐾 𝑂𝑂𝑇𝑇𝑎𝑎𝐾𝐾𝑂𝑂 =   𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑃𝑃𝑃𝑃𝐾𝐾𝐾𝐾𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒+𝑇𝑇𝑇𝑇𝑇𝑇𝑒𝑒 𝑁𝑁𝑒𝑒𝑁𝑁𝑎𝑎𝑡𝑡𝐾𝐾𝑃𝑃𝑒𝑒

𝑁𝑁𝑇𝑇𝑁𝑁𝑁𝑁𝑒𝑒𝑇𝑇 𝑃𝑃𝑓𝑓 𝐼𝐼𝐾𝐾𝐾𝐾𝑡𝑡𝑎𝑎𝐾𝐾𝐼𝐼𝑒𝑒𝐾𝐾  (8) 

 
𝐹𝐹-Ö𝐾𝐾çü𝑡𝑡ü =   2∗𝐾𝐾𝑒𝑒𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾∗𝐻𝐻𝑎𝑎𝐾𝐾𝐾𝐾𝑎𝑎𝐾𝐾𝐾𝐾𝑦𝑦𝑒𝑒𝑡𝑡

𝐾𝐾𝑒𝑒𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾𝐾+𝐻𝐻𝑎𝑎𝐾𝐾𝐾𝐾𝑎𝑎𝐾𝐾𝐾𝐾𝑦𝑦𝑒𝑒𝑡𝑡  (9) 
 
Ortalama Karesel Hatanın Karekökü (Root Mean Squared 
Error (RMSE)) Ortalama Karesel Hata (Mean Squared Error 
(MSE)) değerinin karekökünün alınmasıyla hesaplanır. Bir 
tahmin edicinin hata oranı rastgele bir tahmin yapmasından 
ya da doğru tahmin yapmasını sağlayacak bilgiye sahip 
olmamasındandır [74]. MSE ve RMSE değeri sıfıra 
yaklaştıkça sınıflandırıcının doğru tahmini de artmaktadır. 
Ayrıca her gerçek dünya problemi için MSE / RMSE’nin 
kabul edilebilir değeri aynı değildir. MSE ve RMSE’nin 
denklemleri sırasıyla Eş. 10 ve Eş. 11’de yer almaktadır.  
 
Buna göre p, yapılan tahmini değerleri; a ise gerçek değerleri 
ifade etmektedir. 
 

𝑀𝑀𝑀𝑀𝐸𝐸 =  �𝑒𝑒1−𝑎𝑎1�
2+ ⋯+�𝑒𝑒𝐾𝐾−𝑎𝑎𝐾𝐾�

2

𝐾𝐾  (10) 
 

𝑅𝑅𝑀𝑀𝑀𝑀𝐸𝐸 =  ��𝑒𝑒1−𝑎𝑎1�
2+ ⋯+�𝑒𝑒𝐾𝐾−𝑎𝑎𝐾𝐾�

2

𝐾𝐾  (11) 

Bias-Varyans ikilemi Yapay Öğrenme algoritmalarını 
anlamada önemli bir yöntemdir. Son dönemde yapılan 
çalışmalarda Bias-Varyans ikileminin kullanımı önemli bir 
biçimde artmaktadır [53]. Bias / Varyans ikilemi çok naif 
sınıflandırıcıların çok karmaşık sınıflandırıcılar karşısında 
ne kadar performanslı olabildiklerini ve model toplulukların 
da naif modeller karşısında ne kadar performanslı 
olabildiklerini açıklar. Bias-Varyans ikileminin hata 
fonksiyonu içerisindeki konumlanışı, 0-1 hata 
fonksiyonunun yanı sıra karesel kayıplar için de 
gösterilmiştir [75]. Bu gösterim Geman, Bienenstock ve 
Doursat [76] tarafından yapılmıştır. Her bir örneğin gerçek 
değeri a ve tahmini değeri p olmak üzere; ortalama karesel 
hata’nın bias-varyans ayrışımı olarak gösterimi Eş. 12’de 
gösterilmektedir. Gürültünün ihmal edildiği durumlarda 
ortalama karesel hata Eş. 13’teki eşitliğe dönüşür. 
 
𝐸𝐸[(𝑒𝑒𝑖𝑖 − 𝑎𝑎𝑖𝑖)2] = 𝑉𝑉𝑎𝑎𝑇𝑇𝑦𝑦𝑎𝑎𝐾𝐾𝐾𝐾(𝐺𝐺ü𝑇𝑇ü𝐾𝐾𝑡𝑡ü) +  𝐵𝐵𝐾𝐾𝑎𝑎𝐾𝐾2  
 

𝑉𝑉𝑎𝑎𝑇𝑇𝑦𝑦𝑎𝑎𝐾𝐾𝐾𝐾(𝑒𝑒𝑖𝑖) (12) 
 
𝑀𝑀𝑀𝑀𝐸𝐸 = 𝑉𝑉𝑎𝑎𝑇𝑇𝑦𝑦𝑎𝑎𝐾𝐾𝐾𝐾(𝑒𝑒) +  𝐵𝐵𝐾𝐾𝑎𝑎𝐾𝐾2  (13) 
 
Yapılan deneylerin sonuçlarının doğruluğunu garanti altına 
almak için deneylerde bazı metodolojiler uygulanmıştır. Bu 
metodoloji k-katlı çapraz doğrulama (k-fold cross 
validation) metodu olarak bilinmektedir. Eğitim kümesinin 
bir sınıflandırıcı tarafından öğrenilmesi için yeterli olup 
olmadığını belirlemek için de k-katlı çapraz doğrulama 
(k-fold CV) yöntemi kullanılmaktadır. k-fold CV, verinin 
hemen hemen k eşit parçaya bölünmesi esasına dayanır. 
Böylelikle sınıflandırıcı k adet eğitilir ve test edilir. 
Sınıflandırıcı, her zaman veri üzerinde bir eksik katla 
eğitilir [48]. k-fold CV sınırlı veriye sahip iki sınıflandırıcıyı 
kıyaslamak için de tercih edilir [77]. Ayrıca WEKA aracı, 
k-fold CV yöntemi sırasında eğitim verisi ile test verisine 
dağılmış örneklerin sınıfları arasındaki dengesizliği önlemek 
için “stratification” süreci uygular. Böylelikle istatistiksel 
açıdan güvenli bir sonuç elde edilmiş olur [78]. k değerinin 
bu çalışmada 10 alınmasının nedeni ise, farklı 
sınıflandırıcılar kullanılarak yapılan testlerde beklenilen 
doğrulukta bir tahminin yapmak için doğru sayının yaklaşık 
olarak 10 olduğu görülmektedir. Aynı zamanda yapılan bazı 
teorik çalışmalarda k değerinin 10 olması gerektiğini 
belirtmektedir [53]. 
 
7. EĞİTİM VERİSİNİN HAZIRLANMASI 
(PREPARATION OF TRAINING DATA) 
 
Bu çalışma da öncelikle yürüme kuvvet sinyalleri, Discrete 
Meyer (dmey) dalgacığı kullanılarak yedinci seviyeye kadar 
ayrıştırıldı. Yeni oluşan sinyallerden yedinci seviyedeki 
yaklaşım sinyali seçildi. Bu sinyal üzerinde peak analizi 
gerçekleştirilerek sinyalin lokal maksimumları, peak’in x 
değerleri, peak genişliği ve peak çıkıntıları elde edildi. Daha 
sonra bu dört peak özelliğinin her birinden 15 adet 
istatistiksel öznitelik elde edildi. Böylelikle sol ayak için 60 
ve sağ ayak için 60 olmak üzere toplamda 120 öznitelik elde 
edildi.  
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Bu istatistiksel öznitelikler: maksimum, minimum, ortalama, 
standart sapma, basıklık, çarpıklık, ortanca değer, 
çeyreklikler arası aralık, ortalamadan mutlak sapma, 
ortancadan mutlak sapma, toplam, shannon entropisi, 
logaritmik entropi, vektörün birinci normu ve vektörün 
ikinci normudur. Daha sonra OneRules sınıflandırıcı 
kullanılarak bu öznitelikler içerisinden en çok enformasyon 
veren öznitelikler seçildi. Daha sonra seçilen özniteliklere 
göre eğitim kümesi oluşturuldu. Bu süreç Şekil 1’de 
gösterilmektedir. 

8. SONUÇLAR VE TARTIŞMALAR  
(RESULTS AND DISCUSSIONS) 
 
Deneyler yapılırken bazı düzenekler sabit seçildi. Bu deney 
düzenekleri şunlardır: Deneyler aksi belirtilmediği sürece 
10-fold CV tekniği kullanılarak gerçekleştirildi. Ayrıca aksi 
belirtilmediği sürece tüm sınıflandırıcılar varsayılan 
parametrelerle çalıştırıldı. Nöro-dejeneratif hastalar ve 
kontrol bireyine ait sol ve sağ ayak kuvvet sinyalleri sırasıyla 
Şekil 2 ve Şekil 3'te gösterilmektedir.  

 
 

Şekil 1. Yürüme sinyallerinin işlenmesinden modelin oluşturulmasına kadar geçen süreç  
(Elapsed process from creation of the model to processing of gait signal) 

 

 
 

Şekil 2. ALS, PD, HD hastası ve CO bireyi için sol ayak kuvvet-duyarlı direnç verisi 
(The left foot force-sensitive resistor data for one ALS patient, PD patient, HD patient and CO subject) 
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Her hastadan elde edilen 5 dakikalık sinyalin sadece ilk 1 
dakikalık kısmı Şekil 2 ve Şekil 3’te gösterilmektedir. Bu 
sinyallerin herbiri için Discrete Meyer dalgacığı 
uygulanarak 7. seviyeye kadar dalgacık dönüşümü 
gerçekleştirildi. Tüm bu süreçte ilk olarak sinyal 

gürültülerden temizlendi. Sonrasında Discrete Meyer 
dalgacığı kullanılarak 7. seviyeye kadar sinyal ayrıştırıldı. 
Son olarakta 7. seviye yaklaşım sinyali kullanılarak sinyal 
tekrar oluşturuldu. Tekrar oluşturulan bu sinyaller sol ve sağ 
ayak için sırasıyla Şekil 4 ve Şekil 5’te gösterilmektedir. Sol 

 
 

Şekil 3. ALS, PD, HD hastası ve CO bireyi için sağ ayak kuvvet-duyarlı direnç verisi 
(The right foot force-sensitive resistor data for ALS patient, PD patient, HD patient and CO subject) 

 

 
 

Şekil 4. Sol ayak için Discrete Meyer dalgacığı kullanılarak 7. seviye yaklaşım sinyali ile oluşturulan yeni sinyal 
(Reconstructed approximation signal at level-7 using Discrete Meyer wavelet for the left foot) 
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ve sağ ayak için oluşturulan bu yeni sinyaller üzerinde tepe 
analizi (peak analysis) yapıldı. Tepe analizi sonucunda 4 
yöney elde edildi. Bu yöneyler sırasıyla yerel maksimumlar 
(local maxima), tepe konumları (peak locations), tepe 
genişlikleri (peak widths) ve tepe uzantıları (peak 
prominence)’dır. (Şekil 6.) Bu 4 yöneyin her birine 15 
istatistiksel fonksiyon uygulandı. Böylelikle sol ayak için 60 

ve sağ ayak için 60 olmak üzere toplamda 120 istatistiksel 
öznitelik elde edildi. Bu 4 yöney üzerine uygulanan 
istatistiksel fonksiyonlar Tablo 1’de gösterilmektedir. Bu 
tabloda sol ve sağ ayaklar için kullanılan öznitelik kodları 
aynıdır. Bu çalışmada herbir tepe yöneyi için 15 adet 
istatistiksel özellik kullanılmıştır. Bu özelliklerin 
oluşturulma nedeni ise verinin tümünü ifade edebilecek 

 
 

Şekil 5. Sağ ayak için Discrete Meyer dalgacığı kullanılarak 7. seviye yaklaşım sinyali ile oluşturulan yeni sinyal 
(Reconstructed approximation signal at level-7 using Discrete Meyer wavelet for the right foot) 

 

 
 

Şekil 6. Yeni sinyalin tepe analizi (Peak analysis of reconstructed approximation signal) 
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özetler elde edebilmektir. Bu özetleme (Tanımlayıcı Veri 
Özetleme) teknikleri, verinin tipik özelliklerini belirlemek 
için kullanılır. Bu tekniklerin yapmış oldukları ölçümler üçe 
ayrılır. Bunlar: Dağıtımsal ölçüm (distributive measure), 
cebirsel ölçüm (algebraic measure) ve bütünselci ölçüm 
(holistic measure)’dür. Dağıtımsal ölçüm, verilen bir 
verikümesini alt parçalara bölerek herbir parçanın 
ölçümünün ayrı ayrı hesaplanmasını ve daha sonra bu 
sonuçların birleştirilmesi ilkesine dayanan bir ölçüm 
tekniğidir. Örneğin toplam (sum), sayma (count), maksimum 
(max) ve minimum (min) fonksiyonları dağıtımsal ölçüme 
göre çalışmaktadır. Cebirsel ölçüm, bir ya da birden daha çok 
dağıtımsal ölçüme bir cebirsel fonksiyonun uygulanmasıyla 
hesaplanan bir ölçümdür.  
 
Örneğin ortalama (average), toplam/sayma şeklinde 
hesaplandığından dolayı cebirsel bir ölçümdür. Bütünselci 
ölçüm, bir bütün olarak tüm veri üzerinde yapılan ölçümdür. 
Yani verinin parçalara ayrılması söz konusu değildir. 
Bütünselci ölçüme örnek olarak ortanca (median) 
fonksiyonu verilebilir. İstatistiksel özniteliklerin 
belirlenmesinden sonra, bu özniteliklere ait değerler 

kullanılarak dört adet eğitim kümesi (ALS-CO, HD-CO, 
PD-CO ve NDD-CO) oluşturuldu. Bu işlemden sonra, bu 
eğitim kümeleri üzerinde OneR sınıflandırıcı kullanılarak 
öznitelik seçimi işlemi gerçekleştirildi. Öznitelik seçimi ile 
birlikte herbir eğitim kümesinin öznitelik yöneyi 
birbirlerinden farklı oldu. Tablo 2’de eğitim kümelerine göre 
seçilen öznitelik yöneyleri gösterilmektedir. Öznitelik 
seçiminde, OneR sınıflandırıcının hem sol hem de sağ ayak 
için kullanılan öznitelik yöneyleri üzerinde başarılı olması 
sonucu öznitelikler seçilmektedir. Eğer bir öznitelik sol ayak 
için yüksek enformasyon verirken sağ ayak için vermiyorsa 
bu durumun raslantısal olabileceği ihtimalinden dolayı bu 
öznitelik seçilmemiştir. Bu nedenle Tablo 2’de yer alan 
öznitelikler hem sol hem de sağ ayak özniteliklerini temsil 
etmektedir. Öznitelik seçiminden sonra dalgacık ailesinin 
seçimi aşamasına geçildi. Tablo 3’te dalgacık ailesine göre 
eğitim kümeleri üzerinde varsayılan parametreye göre en 
yüksek doğruluk oranını veren sınıflandırıcılar 
gösterilmektedir. Bu sonuçlara göre Dmeyer (dmey) 
dalgacık ailesi eğitim kümeleri üzerinde en yüksek 
doğruluğu vermiştir. Bu nedenle dalgacık ailesi olarak bu 
çalışmada dmey dalgacığı kullanılmıştır. 

Tablo 1. Yaklaşım sinyallerinden çıkarılan istatistiksel öznitelikler ve bu özniteliklerin MATLAB 
formülleri/fonksiyonları 

(The statistical features created from the gait signals and MATLAB formulas/functions of these features) 
 

İstatistiksel Fonksiyon 
Sol/Sağ Ayak Yöneyleri 

Formül 
Maks. Konum Genişlik Uzantı 

Maksimum F1 F16 F31 F46 max(x) 
Minimum F2 F17 F32 F47 min(x) 

Ortalama F3 F18 F33 F48 
1
𝑁𝑁
�𝑒𝑒𝑖𝑖

𝑁𝑁

𝑖𝑖=1

 

Standart Sapma F4 F19 F34 F49 �
1

𝑁𝑁 − 1
�(𝑒𝑒𝑖𝑖 − 𝜇𝜇)2
𝑁𝑁

𝑖𝑖=1

 

Çarpıklık F5 F20 F35 F50 

1
𝑁𝑁∑ (𝑒𝑒𝑖𝑖 − �̅�𝑒)3𝑁𝑁

𝑖𝑖=1

��1
𝑁𝑁∑ (𝑒𝑒𝑖𝑖 − �̅�𝑒)2𝑁𝑁

𝑖𝑖=1 �
3 

Basıklık F6 F21 F36 F51 
1
𝑁𝑁∑ (𝑒𝑒𝑖𝑖 − �̅�𝑒)4𝑁𝑁

𝑖𝑖=1

�1
𝑁𝑁∑ (𝑒𝑒𝑖𝑖 − �̅�𝑒)2𝑁𝑁

𝑖𝑖=1 �
2 

Ortanca F7 F22 F37 F52 median(x) 
Aralık F8 F23 F38 F53 max(x) - min(x) 
Ortalamadan Mutlak 
Sapma F9 F24 F39 F54 mad(x, 0); 

Ortancadan Mutlak 
Sapma F10 F25 F40 F55 mad(x, 1) 

Toplam F11 F26 F41 F56 sum(x) 
Shannon entropisi F12 F27 F42 F57 wentropy(x,'shannon') 
Logaritmik entropi F13 F28 F43 F58 wentropy(x,'log energy') 
Yöney 1. normu F14 F29 F44 F59 norm(x, 1) 
Yöney 2. normu F15 F30 F45 F60 norm(x) 
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Tablo 3’teki sonuçlara göre dalgacık ailesi olarak en iyi 
sonucu dmey dalgacığı verdikten sonra yapılan tüm 
deneylerde dalgacık ailesi olarak dmey kullanılmıştır. 
ALS-CO eğitim kümesi üzerinde en iyi sonuçları veren ve 
birbirlerinden farklı varsayımlarla öğrenme sürecini 
gerçekleştiren sınıflandırıcılar Tablo 4’te gösterilmektedir. 
Bu sınıflandırıcılardan ilk ikisi temel sınıflandırıcıdır. 
Randomize isimli sınıflandırıcı eğitim kümesindeki verileri 
rastgele bir biçimde sınıflandırarak öğrenme işlemi 
gerçekleştirmektedir. Randomize ve ZeroR sınıflandırıcıları 
diğer sınıflandırıcıların performanslarını kıyaslamak için 
kullanılır. Yani diğer sınıflandırıcıların doğruluk oranlarının 
temel sınıflandırıcıların doğruluk oranlarından her zaman 
daha büyük olması istenmektedir. Böylelikle diğer 

sınıflandırıcıların performanslı bir öğrenme 
gerçekleştirdikleri söylenebilir. Tablo 4’teki sonuçlara göre 
RBFNetwork sınıflandırıcı diğer sınıflandırıcılara göre daha 
performanslı olduğu görüldü. RBFNetwork; Decorate ve 
NNge sınıflandırıcıları ile aynı doğruluk oranına sahiptir. 
Ancak RMSE değerlerine bakıldığında en az hatayı 
RBFNetwork sınıflandırıcının yaptığı görülmektedir. Eğer 
RMSE değerleri eşit olsaydı bu durumda ise Kappa değerine 
bakılacaktı. Kappa değeri en büyük olan sınıflandırıcı en iyi 
sınıflandırıcı yani performanslı sınıflandırıcı olarak 
seçilecekti. Tablo 4’teki sonuçlara göre RBFNetwork 
sınıflandırıcının doğruluk oranı %93,1034’dir. Yani 
sınıflandırma işlemi sonunda 27 örnek doğru olarak 
sınıflandırılırken sadece 2 örnek yanlış olarak 

Tablo 2. Eğitim kümelerine göre yeni öznitelik yöneyleri (New feature vectors according to training data) 
 

Eğitim 
Kümesi Öznitelik Yöneyi (Sol/Sağ Ayak için) Öznitelik 

Sayısı 

ALS-CO 

F1, F2, F3, F7, F10, F11, F14, F15, F16, F18, F21, F25, F26, F27, F28, F29, F30, F31, F32, 
F33, F34, F36, F37, F38, F39, F40, F41, F42, F43, F44, F45, F46, F47, F48, F52, F55, F56, 
F57, F58, F59, F60, F61, F62, F63, F67, F70, F71, F74, F75, F76, F78, F81, F85, F86, F87, 
F88, F89, F90, F91, F92, F93, F94, F96, F97, F98, F99, F100, F101, F102, F103, F104, 
F105, F106, F107, F108, F112, F115, F116, F117, F118, F119, F120 

82 

HD-CO 

F4, F6, F8, F9, F10, F17, F21, F26, F28, F29, F31, F33, F34, F37, F38, F39, F40, F45, F46, 
F47, F49, F50, F52, F53, F54, F55, F56, F57, F58, F59, F60, F64, F66, F68, F69, F70, F77, 
F81, F86, F88, F89, F91, F93, F94, F97, F98, F99, F100, F105, F106, F107, F109, F110, 
F112, F113, F114, F115, F116, F117, F118, F119, F120 

62 

PD-CO 

F6, F8, F9, F21, F22, F23, F24, F26, F28, F29, F30, F32, F34, F37, F38, F39, F40, F41, 
F42, F43, F44, F45, F46, F48, F49, F50, F52, F53, F54, F55, F57, F58, F60, F66, F68, F69, 
F81, F82, F83, F84, F86, F88, F89, F90, F94, F97, F98, F99, F100, F101, F102, F103, F104, 
F105, F106, F108, F109, F110, F112, F113, F114, F115, F117, F118, F120 

65 

NDD-CO F32, F34, F39, F40, F92, F94, F99, F100 8 
 

Tablo 3. Dalgacık ailesi ve eğitim kümesine göre sınıflandırıcı sonuçları  
(Classifier results according to wavelet family and training set) 

 

Dalgacık Eğitim 
Kümesi Sınıflandırıcı Doğruluk 

Oranı RMSE Kappa 

DMeyer 

ALS-CO RBFNetwork %93,1034 0,2486 0,8585 
HD-CO AdaBoostM1 %91,6667 0,2584 0,8302 
PD-CO AdaBoostM1 %83,871 0,4124 0,6791 
NDD-CO LogitBoost %87,5 0,3135 0,6364 

Daubechies 

ALS-CO RandomForest %93,1034 0,2893 0,8606 
HD-CO RBFNetwork %77,7778 0,4549 0,55 
PD-CO ClassificationViaClustering %67,7419 0,5477 0,4105 
NDD-CO RBFNetwork %78,125 0,4236 0,2632 

Haar 

ALS-CO NNge %93,1034 0,2626 0,8626 
HD-CO AttributeSelectedClassifier %83,3333 0,4138 0,6582 
PD-CO RandomCommitte %77,4194 0,4162 0,5507 
NDD-CO RotationForest %76,5625 0,4151 0,3023 

Symlets 

ALS-CO IBk %93,1034 0,2556 0,8606 
HD-CO Logistic %83,3333 0,4156 0,6667 
PD-CO LWL %77,4194 0,4377 0,5526 
NDD-CO MultiBoostAB %84,375 0,3909 0,6154 

Battle-Lemarie 

ALS-CO ADTree %93,1034 0,2593 0,8606 
HD-CO LMT %86,1111 0,3388 0,7205 
PD-CO ClassificationViaClustering %67,7419 0,5477 0,4053 
NDD-CO Bagging %76,5625 0,4277 0,1892 
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sınıflandırılmıştır. Ayrıca RMSE değeri 0,2452 ve Kappa 
değeri 0,8585 olduğu için sınıflandırıcının mükemmel bir 
öğrenme gerçekleştirdiğini söyleyebiliriz. RBFNetwork 
sınıflandırıcı için en yüksek doğruluk oranı minStdDev 
parametresinin değiştirilmesi ile elde edilmiştir. Bu 
parametre Gauss dağılımının standart sapmasını 
belirlemektedir. Yani bu standart sapma Gauss gürültüsünü 
değiştirmektedir. Bu değerin belirlenmesi gerçek dünya 
problemine göre değişmekte olup deneylerle bu değere karar 
verilir. Bu değerin varsayılan değeri 0,1’dir. Bu deney için 
bu değer 0,03 olarak belirlenmiştir. Tablo 5'te RBFNetwork 
sınıflandırıcının detaylı doğruluk tablosu gösrterilmektedir. 
Buna göre RBFNetwork sınıflandırıcı tüm sınıfları (ALS, 
CO) çok iyi derecede öğrenen bir model üretmiştir. Çünkü 
Kesinlik, Anma, F-ölçütü ve ROC Alanı değerlerinin 0,5'ten 
büyük olması bir sınıflandırıcı için arzu edilen bir durumdur. 
Tablo 5'te ise tüm değerler ya 1 ya da 1'e çok yakın'dır. Bu 
nedenle RBFNetwork sınıflandırıcının tüm sınıflar üzerinde 
genelleme yapabilen bir model oluşturduğunu söyleyebiliriz. 
 
HD-CO eğitim kümesi üzerinde en iyi sonuçları veren ve 
birbirlerinden farklı varsayımlarla öğrenme sürecini 
gerçekleştiren sınıflandırıcılar Tablo 6’da gösterilmektedir. 
Tablo 6’daki sonuçlara göre AdaBoostM1 sınıflandırıcı 
diğer sınıflandırıcılara göre daha performanslıdır. 
AdaBoostM1 sınıflandırıcı için en yüksek doğruluk oranı 
Classifier, numIterations ve useResampling parametrelerinin 
değiştirilmesi ile elde edilmiştir. Classifier parametresi 
REPTree olarak belirlenmiştir. Bu parametre temel 
sınıflandırıcıyı belirleyen bir parametredir. numIterations 
parametresi ise 30 olarak belirlenmiştir. Bu parametre 
REPTree sınıflandırıcının 30 defa çalıştırılarak 30 adet 
model oluşturulmasını sağlamak için kullanılır. Ayrıca bu 
modeller daha sonra birleştirilerek tek bir modelin 
oluşturulması sağlanır. useResampling parametresi ise bu 

çalışmada True değerini almıştır. Bu parametrenin True 
değerini alması sonucunda sınıflandırıcının eğitiminde 
kullanılan örneklerin tekrar ağırlıklandırılması ve modelin 
iyi öğrenemediği örneklerin tekrar öğrenme kümesinde yer 
alması sağlanmış olur. Tablo 7'de AdaBoostM1 
sınıflandırıcının detaylı doğruluk tablosu gösterilmektedir. 
Buna göre AdaBoostM1 sınıflandırıcı tüm sınıfları (HD, 
CO) çok iyi derecede öğrenen bir model üretmiştir. Bu 
nedenle AdaBoostM1 sınıflandırıcının tüm sınıflar üzerinde 
genelleme yapabilen bir model oluşturduğunu söyleyebiliriz. 
 
PD-CO eğitim kümesi üzerinde en iyi sonuçları veren ve 
birbirlerinden farklı varsayımlarla öğrenme sürecini 
gerçekleştiren sınıflandırıcılar Tablo 8’de gösterilmektedir. 
Tablo 8’deki sonuçlara göre AdaBoostM1 sınıflandırıcı 
diğer sınıflandırıcılara göre daha performanslıdır. 
numIterations parametresi ise 30 olarak belirlenmiştir. Bu 
parametre AdaBoostM1 sınıflandırıcının 30 defa 
çalıştırılarak 30 adet model oluşturulmasını sağlamak için 
kullanılır. Ayrıca bu modeller daha sonra birleştirilerek tek 
bir modelin oluşturulması sağlanır. Tablo 9'da AdaBoostM1 
sınıflandırıcının detaylı doğruluk tablosu gösterilmektedir. 
Buna göre AdaBoostM1 sınıflandırıcı tüm sınıfları (PD, CO) 
iyi derecede öğrenen bir model üretmiştir. Bu nedenle 
AdaBoostM1 sınıflandırıcının tüm sınıflar üzerinde 
genelleme yapabilen bir model oluşturduğunu söyleyebiliriz.  
 
NDD-CO eğitim kümesi üzerinde en iyi sonuçları veren ve 
birbirlerinden farklı varsayımlarla öğrenme sürecini 
gerçekleştiren sınıflandırıcılar Tablo 10’da gösterilmektedir. 
Tablo 10’daki sonuçlara göre LogitBoost sınıflandırıcı diğer 
sınıflandırıcılara göre daha performanslıdır. numIterations 
parametresi ise 100 olarak belirlenmiştir. Bu parametre 
LogitBoost sınıflandırıcının 100 defa çalıştırılarak 100 adet 
model oluşturulmasını sağlamak için kullanılır. Ayrıca bu 

Tablo 4. ALS-CO eğitim kümesi üzerinde sınıflandırıcıların özet tablosu (Summary table of the classifiers on ALS-CO training data) 
 

Sınıflandırıcı Parametre Doğruluk (%) RMSE Kappa 
Randomize - 55,1724 - - 
ZeroR - 55,1724 0,5026 0 
RBFNetwork minStdDev=0,03 93,1034 0,2452 0,8585 

Decorate  
artificialSize=2,4 
unpruned=True 
desiredSize=25 

93,1034 0,2478 0,8606 

NNge  numFoldersMIOption=1 93,1034 0,2626 0,8606 
BayesNet alpha=3,0 89,6552 0,3214 0,7924 
NBTree  - 89,6552 0,3216 0,7924 
LWL  KNN=3 86,2069 0,3714 0,7129 
HyperPipes - 82,7586 0,4382 0,6588 

 
Tablo 5. Sınıflara göre RBFNetwork sınıflandırıcının detaylı doğruluk tablosu 

(Detailed accuracy table of RBFNetwork classifier by the classes) 
 

 
TP FP Kesinlik Anma F-ölçütü ROC Alanı Sınıf 
0,846 0 1 0,846 0,917 0,933 ALS 
1 0,154 0,889 1 0,941 0,933 CO 

Ağırlıklı 
Ortalama 0,931 0,085 0,939 0,931 0,93 0,933  
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modeller daha sonra birleştirilerek tek bir modelin 
oluşturulması sağlanır. Tablo 11'de LogitBoost 
sınıflandırıcının detaylı doğruluk tablosu gösterilmektedir. 

Buna göre LogitBoost sınıflandırıcı tüm sınıfları (NDD, CO) 
iyi derecede öğrenen bir model üretmiştir. Bu nedenle 
LogitBoost sınıflandırıcının tüm sınıflar üzerinde genelleme 

Tablo 6. HD-CO eğitim kümesi üzerinde sınıflandırıcıların özet tablosu (Summary table of the classifiers on HD-CO training data) 
 

Sınıflandırıcı Parametre Doğruluk (%) RMSE Kappa 
Randomize - 36,1111 - - 
ZeroR - 55,5556 0,4982 0 

AdaBoostM1  
Classifier=REPTree 
numIterations=30 
useResampling=True 

97,2222 0,1841 0,9441 

LWL  
Classifier=ADTree 
numOfBoostingIterations=40 
searchPath=’Expand a random path’ 

91,6667 0,2677 0,8323 

RandomForest  - 91,6667 0,3428 0,8302 
DTNB  - 88,8889 0,3411 0,6625 

SimpleLogistic 

errorOnProbabilities=True 
numBoostingIterations=10 
useAIC=True 
weightTrimBeta=0,1 

86,1111 0,3747 0,7205 

BayesNet alpha=0,01 77,7778 0,4584 0,55 
HyperPipes - 77,7778 0,4722 0,55 

 
Tablo 7. Sınıflara göre AdaBoostM1 sınıflandırıcının detaylı doğruluk tablosu 

(Detailed accuracy table of AdaBoostM1 classifier by the classes) 
 

 
TP FP Kesinlik Anma F-ölçütü ROC Alanı Sınıf 
0,95 0,125 0,905 0,95 0,927 0,956 HD 
0,875 0,05 0,933 0,875 0,903 0,956 CO 

Ağırlıklı 
Ortalama 0,917 0,092 0,917 0,917 0,916 0,956  

 
Tablo 8. PD-CO eğitim kümesi üzerinde sınıflandırıcıların özet tablosu (Summary table of the classifiers on PD-CO training data) 

 

Sınıflandırıcı Parametre Doğruluk (%) RMSE Kappa 
Randomize - 45,1612 - - 
ZeroR - 35,4839 0,5047 -0,2917 
AdaBoostM1  numIterations=30 83,8710 0,4099 0,6778 

ADTree  
numOfBoostingIterations=13 
searchPath=’Expand a random 
path’ 

80,6452 0,4021 0,6125 

IBk  KNN=2 
crossValidate=True 77,4194 0,5154 0,5489 

MultilayerPerceptron 
hiddenLayers=1 
momentum=0,3 
trainingTime=250 

70,9677 0,5106 0,4200 

BayesNet  alpha=0,01 64,5161 0,5477 0,2940 
NNge   - 64,5161 0,5957 0,2969 
VFI weightByConfidence=False 61,2903 0,4981 0,2185 

 
Tablo 9. Sınıflara göre AdaBoostM1 sınıflandırıcının detaylı doğruluk tablosu 

(Detailed accuracy table of AdaBoostM1 classifier by the classes) 
 

 
TP FP Kesinlik Anma F-ölçütü ROC Alanı Sınıf 
0,867 0,188 0,813 0,867 0,839 0,788 PD 
0,813 0,133 0,867 0,813 0,839 0,788 CO 

Ağırlıklı 
Ortalama 0,839 0,160 0,840 0,839 0,839 0,788  
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yapabilen bir model oluşturduğunu söyleyebiliriz. 
Tablo 12’de konu ile ilişkili çalışmalarla birlikte yapmış 

olduğumuz çalışmamız karşılaştırılmıştır. Bu karşılaştırma 
tablosunda kullanılan eğitim kümesi, veri elde etme yöntemi, 

Tablo 10. NDD-CO eğitim kümesi üzerinde sınıflandırıcıların özet tablosu  
(Summary table of the classifiers on NDD-CO training data) 

 

Sınıflandırıcı Parametre Doğruluk 
(%) RMSE Kappa 

Randomize - 35,9375 - - 
ZeroR - 75 0,4342 0 
LogitBoost  numIterations=100 92,1875 0,2869 0,7872 

ADTree  searchPath=’Expand the heaviest path’ / ‘Expand the best 
z-pure path’ 90,625 0,2955 0,75 

RBFNetwork minStdDev=0 
ridge=1.0E-9 82,8125 0,3615 0,5111 

DecisionTable  crossVal=4 81,25 0,381 0,4545 
KStar  - 81,25 0,4077 0,5714 
BayesNet  estimator=BMAEstimator 79,6875 0,395 0,5273 
HyperPipes - 75 0,4231 0 

 
Tablo 11. Sınıflara göre LogitBoost sınıflandırıcının detaylı doğruluk tablosu 

(Detailed accuracy table of LogitBoost classifier by the classes) 
 

 
TP FP Kesinlik Anma F-ölçütü ROC Alanı Sınıf 
0,958 0,188 0,939 0,958 0,948 0,906 NDD 
0,813 0,042 0,867 0,813 0,839 0,906 CO 

Ağırlıklı Ortalama 0,922 0,151 0,921 0,922 0,921 0,906  
 

Tablo 12. İlişkili çalışmaların karşılaştırma sonuçları (Comparison results of related works) 
 

Çalışma Eğitim 
Kümesi 

Veri Elde Etme 
Yöntemi 

Sınıflandırıcı Doğruluk 
Oranı 

Önerilen 
Yöntem 

ALS-CO Yere uygulanan 
dikey kuvvet 

Radyal Tabanlı Fonksiyon Ağı %93,1034 
HD-CO AdaBoostM1 %97,2222 
PD-CO AdaBoostM1 %83,871 
NDD-CO LogitBoost %92,1875 

[19] ALS-CO Yürüme ritim 
sinyali 

Destek Yöney Makinaları, Rastgele Ormanlar, Çok 
Katmanlı Algılayıcı, k En Yakın Komşuluk 
Algoritması 
 

%96,55 
HD-CO %100 
PD-CO %100 
NDD-CO %96,83 

[18] PD-CO Yere uygulanan 
dikey kuvvet 

Ağırlıklandırılmış Bulanık Üyeli Sinir Ağı %77,33 

[17] ALS-CO Yürüme ritim 
sinyali 

Destek Yöney Makinaları 
 

%96,79 
HD-CO %90,28 
PD-CO %89,33 

[16] PD-CO Yürüme ritim 
sinyali 

Çok Katmanlı Algılayıcı %95,63 

[15] ALS, HD, 
PD, CO 

Yere uygulanan 
dikey kuvvet 

İkinci Dereceden Bayes Normal Sınıflandırıcı %86,957 
(Ort.) 

[14] PD-CO Yürüme ritim 
sinyali 

Parzen Window Metodu %90,32 

[13] ALS-CO Yürüme ritim 
sinyali 

En Küçük Kareler Destek Yöney Makinaları %89,66 

[12] NDD-CO Yürüme ritim 
sinyali 

Elman’s Yinelenen Sinir Ağı 
 

%90,6 
ALS, HD, 
PD, CO 

%89,8 
(Ort.) 

[11] PD-CO Yürüme analizi 
(initial contact) 

Giyilebilir Etkinlik İzleme Sistemi %97,6 

Yürüme analizi 
(end contact) 

%99,4 
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kullanılan sınıflandırıcılar ve bu sınıflandırıcıların doğruluk 
sonuçları gösterilmektedir. Bu sonuçlara göre yere 
uygulanan dikey kuvvet verileri kullanılarak elde edilen 
sonuçlara göre çalışmamız diğer çalışmalara göre en yüksek 
doğruluk oranına sahiptir. Çalışmamızın ortalama doğruluk 
oranı %91,596’dır. Yürüme ritim sinyalleri kullanılarak 
gerçekleştirilen karşılaştırma sonuçlarına göre [19] çalışması 
diğer çalışmalara göre en yüksek doğruluk oranına sahiptir. 
[19] çalışmasının ortalama doğruluk oranı %98,345’dir. 

 
9. SONUÇLAR (CONCLUSIONS) 
 
Bu çalışmada nöro-dejeneratif hastalıkların sınıflandırılması 
için kuvvete duyarlı alıcılardan elde edilen yürüme kuvvet 
sinyalleri kullanıldı. Bu sinyaller, ilk olarak Discrete Meyer 
dalgacığı kullanılarak yedinci seviyeye kadar ayrıştırıldı. 
Ayrıştırma işleminden sonra yüksek ve düşük frekanslı 
sinyaller elde edildi. Bu sinyallerden yüksek frekanslı 
olanlar detay sinyali olarak bilinirken, düşük frekans olanlar 
yaklaşım sinyali olarak bilinmektedir. Bu ayrışım işleminden 
sonra yedinci seviyedeki yaklaşım sinyali seçildi. Bu seçim 
işlemine deneysel sonuçlar ışığında karar verilmiştir. Daha 
sonrasında bu 7. seviye yaklaşım sinyali üzerinde tepe 
analizi gerçekleştirilerek sinyalin yerel maksimumları, bu 
yerel maksimumların tepe konumları, tepe genişlikleri ve 
tepe çıkıntıları bulundu. Sonrasında bu dört tepe özelliğinin 
her birinden 15 adet temel istatistiksel öznitelik elde edildi. 
Böylelikle sol ayak için 60 ve sağ ayak için 60 olmak üzere 
toplamda 120 öznitelik elde edildi. Bu aşamadan sonra 
ALS-CO, HD-CO, PD-CO ve NDD-CO veri kümeleri 
oluşturuldu. Bu veri kümeleri için 120 öznitelik yerine bu 
veri kümelerindeki örüntüyü ortaya çıkarmak için en fazla 
enformasyonu veren özniteliklerin seçimi işlemi 
gerçekleştirildi. Bunun için OneRules sınıflandırıcı 
kullanıldı. Bir sonraki aşamada ise RBFNetwork, Adaboost 
ve LogitBoost algoritmaları kullanılarak ALS-CO için 
%93,1 doğruluk, HD-CO için %97,22 doğruluk, PD-CO için 
%83,87 doğruluk ve son olarak NDD-CO veri kümesi için 
%92,18 doğruluk elde edildi. Böylelikle ALS-CO, HD-CO 
ve NDD-CO veri kümelerini temsil eden çok iyi modeller 
oluşturulurken, PD-CO veri kümesini temsil eden iyi bir 
model oluşturulmuştur. Sonuç olarak nöro-dejeneratif 
hastalıkların erken ve doğru teşhisinde yapay öğrenme 
yöntemleri ve dalgacık dönüşümü yönteminin etkin bir 
biçimde kullanılabileceği görülmüştür. 
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